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• 氏名
Lena Soderberg– Lena Soderberg

• 生年月日
– 1951年3月31日

• 現年齢
– 60歳

• 出身地
– スウェーデン

• PLAYBOY，1972年11月The famous single‐image‐dataset
One of the first “real” image

A. Torralba, A. A. 
Efros. Unbiased 
L k t D t t One of the first  real  imageLook at Dataset 
Bias. CVPR, 2011.
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The state of 
the world

The gathered 
data

The processed 
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Markov chain
The data processing theorem
Th i f tiThe average information
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The data processing theorem states that data 
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processing can only destroy information.
David J.C. MacKay. Information Theory, Inference, and Learning Algorithms. Cambridge University Press 2003.
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画像認識のプロセス
訓練時

訓練データ 特徴抽出 モデル（識別機）

訓練時

識別時

テストデータ 特徴抽出 モデル（識別機）

• 処理を重ねる毎にデータの持つ情報は減少する．
– データ，特徴抽出，モデルの順に高い質が求められる．

• 従来の画像認識研究の多くはモデル化に重点が置かれていた
– 小さな実験環境，スモールワールド

• 複雑なモデルは大規模データの前では役に立たない
– スケーラビリティの重要性

• 高い質のデータ，特徴抽出が適切に行われていればシンプルなモデ
ルで十分な性能が出せる 4



Name That Dataset!
• Antonio Torralba, Alexei A. Efros. Unbiased Look at DatasetAntonio Torralba, Alexei A. Efros. Unbiased Look at Dataset 

Bias. CVPR, 2011.

Caltech101 UIUC

MSRC Tiny Images

ImageNet PASCAL VOC

LabelMe SUN09

15Scenes Corel

Caltech256 COIL‐100
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理論的には困難な課題のはず．
しかし，物体・シーン認識の研究者には比較的易しい課題



Name That Dataset識別機 Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

• 特徴量
– Gray tiny image, color tiny image, gist, BoF (HOG)

• 識別機
線形SVM– 線形SVM

• プロトコル
– 各データセットから1000枚の訓練画像，300枚のテスト画像
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なるべく偏り（bias）がないようにデータセットを作成しているはずだが，
実際はデータセットには埋め込まれた偏りが存在する！



識別が難しい画像群
Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

• SVMの識別面に近い画像群
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切り出された車画像のみを対象とした
Name That Dataset識別機

Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.Name That Dataset識別機

• データセットには各々異な
る目的で作られているので，

判別的な画像群

る目的で作られているので，
その影響を除く

• バウンディングボックスが• バウンディングボックスが
与えられている車の画像を
対象
– 5つのデータセット– 5つのデ タセット

• PASCAL
• ImageNet,
• SUN09SU 09
• LabelMe
• Caltech101

• 結果：61%の識別率！

コンピュータビジョンのコミュニティはデータセットの偏りを取り除こうと
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コンピュータビジョンのコミュニティはデータセットの偏りを取り除こうと
してきたがうまくいっていない．



The promise and perils of visual dataset 1/2
Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

• Datasets have also played the leading role in making object 
recognition research look less like a black art and more like an 
experimental science.

デ– データセットは物体認識研究を黒魔術ではなくより実験科学と
する主役を演じてきた．

• Many people are worried that the field is now getting too 
obsessed with evaluation, spending more time staring at 
precision-recall curves than at pixels.
– 研究領域があまりに評価にとりつかれており，画像のピクセル

を眺めるよりもprecision-recall曲線を眺めている時間が多い．

• There is concern that research is becoming too incremental, 
since a completely new approach will initially have a hard 
time competing against established, carefully fine-tuned 

h dmethods.
– 研究があまりにインクリメンタルになりつつある懸念がある．

なぜなら全く新しいアプローチははじめは確立されよくチュー
ニングされた手法と争うには困難であるからであるニングされた手法と争うには困難であるからである．
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The promise and perils of visual dataset 2/2
Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

• Another concern is that our community gives too much value 
to “winning” a particular dataset competition, regardless of 
whether the improvement over other methods is statistically 
i ifi tsignificant.
– コンピュータビジョンコミュニティは，他の手法と比較して統

計的に有意かどうかに関わらず特定のデータセットのコンペ
ティションに勝つことに過度の価値を与えているティションに勝つことに過度の価値を与えている．

• For PASCAL VOC, Everingham et al use the 
F i d /N i t t hi h f l h dFriedman/Nemenyi test, which, for example, showed no 
statistically significant difference between the eight top-
ranked algorithms in the 2010 competition.

2010年のPASCAL VOCにおいてトップランクの8つのアルゴリズ– 2010年のPASCAL VOCにおいてトップランクの8つのアルゴリズ
ム間に統計的有意差がない．

Th i f d t l ti th d t t
本研究の主眼

• There is a more fundamental question: are the datasets 
measuring the right thing, that is, the expected performance 
on some real-world task?

より本質的な質問：デ タセ トは正しいものをはか ている– より本質的な質問：データセットは正しいものをはかっている
のか，すなわち，ある実世界のタスクに対して期待されるパ
フォーマンスをはかっているのであろうか？ 10



The rise of the modern dataset Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

データセットの発展：不公平と偏りに対する争いの物語

• COIL-100 dataset
– 当時のモデルベースの考え方に対する反発

デ ド ブ ピ デ 採

デ タセットの発展：不公平と偏りに対する争いの物語

– データドリブンなアピアランスモデルの採用

• 15 Scenes dataset, Corel Stock Photo
– シンプルな背景への反発シンプルな背景への反発
– 見た目の複雑さの採用

• Caltech101
C lのようなプ フ シ ナルが撮影した画像に対– Corelのようなプロフェッショナルが撮影した画像に対
する反発（一部）

– インターネット画像のwildnessの採用

• MSRC, LabelMe
– 1つの物体が中心にあるというメンタリティへの反発
– 多くの物体がある複雑なシーンの採用

• PASCAL VOC
– 以前のトレーニングとテスト基準への反発

Ti I I N SUN09• Tiny Images, ImageNet, SUN09
– 実世界の複雑さに対して小さすぎるデータセットの学習

とテストの不適さに対する反発 11



TinyImages
• A. Torralba, R. Fergus, W. T. Freeman. 80 million tiny images: a large dataset for non-parametric object A. Torralba, R. Fergus, W. T. Freeman. 80 million tiny images: a large dataset for non parametric object 

and scene recognition. IEEE Transactions on Pattern Analysis and Machine Intelligence, vol.30(11), pp. 
1958-1970, 2008.

• 8000万枚の画像データセット
• データが大量にあれば最近傍法のみで十分認識可能
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ARISTA
• Xin-Jing Wang, Lei Zhang, Ming Liu, Yi Li, Wei-Ying Ma. ARISTA - Image Search to 

Annotation on Billions of Web Photos In CVPR 2010Annotation on Billions of Web Photos. In CVPR, 2010.
• 20億枚の画像データセットを利用した画像認識
• Near duplicated imageの活用．特定の名称まで認識可能．
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Measuring Dataset Bias
Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

• データセットを使って実世界を評価したい！
実世界のデ タセットを作る– 実世界のデータセットを作る．

– データセットに偏りが生じる可能性，，，

• 典型的な物体検出・識別機をあるデータセッ
トで学習して他のデータセットでテストした
ときにどれだけうまくいくかを評価する．く く 評価す
– 検出：HOG + SVM
– 識別：BoF + Gaussian Kernel +SVM– 識別：BoF + Gaussian Kernel +SVM
– 対象：car + person
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Measuring Dataset Bias結果
データセットにどれだけ汎化性があるか

汎化性
高い

Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

簡
単

か

簡単

ど
れ

だ
け
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ッ
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が

デ
ー

タ
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Cross-dataset generalizationの結果
• MSRCで学習

Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

MSRCで学習

SUN09

LabelMe

Pascal

ImageNet

Caltech101

MSRC
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Measuring Dataset’s Value Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

LabelMeはSUN09 CaltechはSUN09に

• 識別性能を上げたい！

– 特徴量 識別則を改良

LabelMeはSUN09
にとって価値あり

CaltechはSUN09に
とって価値低い

特徴量，識別則を改良

– 識別性能向上させるために
はデータ数を増やす．

それほど簡単ではない

• 異なるドメインからデータを
持ってきてデータ量を増やす
ことを考えることを考える

• 問題：あるデータセット訓練
サンプルの価値に対して，他
のデータセットのサンプルののデ タセットのサンプルの
相対的価値はどのくらいか？
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Measuring Dataset’s Valueの結果 Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

LabelMeの1サンプルは，PASCALベンチマークにおいて
PASCALの0.26サンプル分に相当する！

• 問題
1250のPASCALサンプルで学習済みの識別機がある この– 1250のPASCALサンプルで学習済みの識別機がある．この
識別機をPASCALデータセットにおいてAPを10%性能向上
させたい．何枚のLabelMeデータセットが必要か？

• 答え
– 1/0.26 x 1250 x 10 =50,000 LabelMe samples!/ , p

18Fig.6のグラフから関係式を得る．(1-AP)=n^bとしてフィッティングするとだいたいb=-1/5となる．
n=1250のときのAPに0.1（10%）増加させたときのnはだいたい18000となる．オーダーとして1250の10倍．



データセットはどう作るべきか？
• Selection Bias

Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

• Selection Bias
– データセットが特定の種類の画像を好むために生じる偏り．

• E.g. Street scenes, nature scenes, images via internet search
対策– 対策

• 手動でなく自動で収集
• ラベルのないデータを収集して，クラウドソーシングでラベル付け

• Capture Bias
– 特定の構図を好むために生じる偏り

Mugで画像検索すると取っ手が右側にあるのが多い• Mugで画像検索すると取っ手が右側にあるのが多い．
– 対策

• 画像にいろんな変換を加える．

• Negative Set Bias
– 対象とするクラス以外のクラスは無限に存在するにも関わらず

その他のクラスを少数のクラスで代表させることで生じる偏りその他のクラスを少数のクラスで代表させることで生じる偏り
– 対策

• 他のデータセットからネガティブを集める
ラベルなしのデ タセットから 般的な識別機で困難なネガティブを• ラベルなしのデータセットから一般的な識別機で困難なネガティブを
収集する．そのデータから手動でtrue positiveを除く．
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原文を読んでみよう！ Antonio Torralba, Alexei A. Efros. 
Unbiased Look at Dataset Bias. 
CVPR, 2011.

免責事項：本論文の作成にあたり いずれ免責事項：本論文の作成にあたり，いずれ
の大学院生も被害を被っていない．著者は
ぐずぐずする能力が増える順に並んでいる．
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ドメイン適応（Domain adaptation）
• Brian Kulis, Kate Saenko, and Trevor Darrell. What 

You Saw is Not What You Get: Domain Adaptation 
l fUsing Asymmetric Kernel Transforms. CVPR, 2011.

21



ドメイン適応問題と
論文のキ アイデア

B. Kulis, K. Saenko, and T. Darrell. What 
You Saw is Not What You Get: Domain 
Adaptation Using Asymmetric Kernel 
Transforms. CVPR, 2011.論文のキーアイデア

• ドメイン適応問題
ソ スドメインと異なる– ソースドメインと異なる
特徴分布をもつターゲッ
トドメインが与えられた
とき ソ スドメインでとき，ソースドメインで
学習したモデルをテスト
時にどのように効率的に
扱えばよいのか？扱えばよいのか？

• 本論文でのキーアイデア• 本論文でのキ アイデア
– 双方のドメインからの教

師付データを用いた，あ
るドメインからもう 方るドメインからもう一方
のドメインに点群を写像
する非対称の非線形変換
の学習の学習
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Domain Adaptation Using Regularized 
Cross-Domain Transforms

B. Kulis, K. Saenko, and T. Darrell. 
What You Saw is Not What You Get: 
Domain Adaptation Using Asymmetric 
Kernel Transforms. CVPR, 2011.線形変換

非対称変換
X Y

Wソースドメイン ターゲットドメイン
線形変換

損失関数• 非対称変換 損失関数

目的関数
内積だから大
きくしたい(1)

正則化項 xとyが同じクラス

xとyが異なるクラス任意の行列が利用可能！

Asymmetric Regularized Cross‐domain transformation 
problem with similarity and dissimilarity constraints (ARC‐t)

y

内積だから小
さくしたい

任意 行列 利用可能

• カーネル化 (see Appendix)
ネ 等

式（１）をWに関して解く
ことと 式（２）をLに関しRBFカーネル等

に置換可能！
ことと，式（２）をLに関し
て解くことは等価．

正則化項は凸なので多種の
最小化の最適化手法を利用(2)

23

最小化の最適化手法を利用
可能．

( )



実験
B. Kulis, K. Saenko, and T. Darrell. 
What You Saw is Not What You Get: 
Domain Adaptation Using Asymmetric 
Kernel Transforms. CVPR, 2011.

Domain adaptation dataset

・31カテゴリ31カテゴリ

・3ドメイン，amazon，一
眼レフ，webcam

• Same category experimentg y p
– 全てのクラスの対応関係が学習可能
– 識別機：ARC-t + 最近傍則
– 訓練：ソース20サンプル，ターゲット3サンプル

比較手法にはあらかじめKCCAを適用– 比較手法にはあらかじめKCCAを適用
• ドメイン間の次元の違いを吸収するため

• New category experiment
訓練時 部（半分）のカテゴリの対応関係しか学習できない– 訓練時，一部（半分）のカテゴリの対応関係しか学習できない

– ソース20サンプル，ターゲット10サンプル
– テスト時，ターゲットドメインでは新規のクラスで，ソースドメインではラベル付きサン

プルがある．
タ ゲ トドメインのデ タを学習した変換でソ スドメインに写像する そしてソ ス– ターゲットドメインのデータを学習した変換でソースドメインに写像する．そしてソース
ドメインで最近傍則を適応する．
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実験結果
B. Kulis, K. Saenko, and T. Darrell. 
What You Saw is Not What You Get: 
Domain Adaptation Using Asymmetric 
Kernel Transforms. CVPR, 2011.

knn

ARC

一眼レフ amazon

ARC-t
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アトリビュート（Attribute）
物体カ ゴ 間 共有され 人間が 解 能な 性• 物体カテゴリ間で共有される人間が理解可能な属性

アトリビュ トの主な適応先の分類 S J Hwang F Sha and K Grauman• アトリビュートの主な適応先の分類
1. 一般もしくは見慣れない物体の記述
2. Zero-shot認識，知識転移，転移学習

S. J. Hwang, F. Sha, and K. Grauman. 
Sharing Features Between Objects 
and Their Attributes. CVPR, 2011.

認識，知識転移，転移学習
3. 物体識別を補助する中間特徴

26V. Ferrari and A. Zisserman. Learning visual attributes. In NIPS, 2008.



アトリビュートの美と魅力予測への応用
• Sagnik Dhar Vicente Ordonez Tamara L Berg. High 

Level Describable Attributes for Predicting 
Aesthetics and Interestingness CVPR 2011Aesthetics and Interestingness. CVPR, 2011.
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データセット S. Dhar, V. Ordonez, and T. L Berg. High 
Level Describable Attributes for 
Predicting Aesthetics and 
Interestingness. CVPR, 2011.

• 美（Aesthetics）
– DPChallenge website

http //wwwdpchallenge com/– http://www.dpchallenge.com/
– 人手によるratingあり

• 魅力（Interestingness）
– Flickr’s “interestingness” measure

h // fli k / l /i i /– http://www.flickr.com/explore/interesting/
– There are lots of elements that make something 

'interesting' (or not) on Flickr. Where the clickthroughs are 
f h d h h k
g g

coming from; who comments on it and when; who marks 
it as a favorite; its tags and many more things which are 
constantly changing. Interestingness changes over time, 

d f t ti t t d t i dd das more and more fantastic content and stories are added 
to Flickr.

– http://www.barcinski-
j j / t i / dl i t ti /jeanjean.com/entries/endlessintrestingness/
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実験結果（interestingness）
S. Dhar, V. Ordonez, and T. L Berg. High 
Level Describable Attributes for 
Predicting Aesthetics and 
Interestingness. CVPR, 2011.
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アトリビュートの画像検索への応用
• Matthijs Douze Arnau Ramisa and Cordelia Schmid• Matthijs Douze, Arnau Ramisa, and Cordelia Schmid. 

Combining attributes and Fisher vectors for efficient 
image retrieval. CVPR, 2011.

2659属性

30

2659属性
L. Torresani, M. Summer, and A. Fitzgibbon. Efficient object 
category recognition using classemes. In ECCV, 2010.



実験結果 M. Douze, A. Ramisa, and C. Schmid. 
Combining attributes and Fisher vectors 
for efficient image retrieval. CVPR, 2011.
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マルチタスク学習（Multi-task learning）
• Sung Ju Hwang, Fei Sha, and Kristen Grauman. SharingSung Ju Hwang, Fei Sha, and Kristen Grauman. Sharing 

Features Between Objects and Their Attributes. CVPR, 2011.

• 従来のアトリビュートを用いた物体認識• 従来のアトリビュ トを用いた物体認識
– 「物体・アトリビュート間学習」と「アトリビュート・画像特

徴間学習」が独立

画像特徴 アトリビュート 物体カテゴリ

• 提案するアトリビュートを用いた物体認識
– 「物体・アトリビュート間学習」と「アトリビュート・画像特

徴間学習」が共有特徴を通じてお互いに影響を与える．

画像特徴
アトリビュート

物体 ゴ
共有特徴

• 仮定
– 双方の予測タスクはオリジナルの画像特徴空間においてある共

有する構造に依存している

物体カテゴリ

有する構造に依存している．

32双方の識別モデルに従う共有した低次元表現を学習するアプローチの提案



モデル S. J. Hwang, F. Sha, and 
K. Grauman. Sharing 
Features Between 
Objects and Their 

bAttributes. CVPR, 2011.

なるべく低次元の共
有特徴を求めたい

正則化項損失関数
ラベル

クラス・アトリ
ビュートに関して

画像特徴

画像特徴から共有共有特徴からク なるべく低次元の共有特画像特徴から共有
特徴への変換

共有特徴からク
ラスへの重み

正則化項
全てのtに関して0となる時
だけ，この項が0となる

なるべく低次元の共有特
徴を求める工夫はここ！

33

正則化項
最小の非ゼロ行を選択
つまり，
最少の共有特徴しか残らない



計算の工夫 正則化項がスムーズでない
ので最適化問題は困難！

S. J. Hwang, F. Sha, and K. 
Grauman. Sharing Features 
Between Objects and Their 
Attributes. CVPR, 2011.

式変形
M. P. A. Argyriou, T. Evgeniou. Convex 
Multi‐task Feature Learning. Machine 式変形 g
Learning, 73(3):243–272, 2008.

安定化

wtとΩを交互に最適化すればよいSVMと同じ！

物体とアトリビュートの正則化項の分離 物体 アトリビュート
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物体とアトリビュートの正則化項の分離 物体 アトリビ ト



実験結果 アトリビュート＋ロジスティック回帰 S. J. Hwang, F. Sha, and 
K. Grauman. Sharing 
Features Between 
Objects and Their 

bAttributes. CVPR, 2011.

特徴+カイ2乗
カーネル+SVM
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知識転移（Knowledge transfer）
Marc s Rohrbach Michael Stark and Bernt Schiele• Marcus Rohrbach, Michael Stark, and Bernt Schiele. 
Evaluating Knowledge Transfer and Zero-Shot Learning in a 
Large-Scale Setting. CVPR, 2011.

• 目的
– 近年提案されている知識転移のアプローチを再検討し，大規模

デ タ 評価を行う とデータで評価を行うこと

• 知識転移のアプローチを3つに分類識転移 分類
1. クラス空間における階層構造の利用
2. 物体を表現するためにアトリビュートの利用
3 物体間の直接的な類似度の利用3. 物体間の直接的な類似度の利用

• 知識転移の問題設定を2つに分類
知識共有– 知識共有

• 全てのクラス間で知識を共有する
• 良い識別性能を期待

ゼロショット認識– ゼロショット認識
• 見たことのない物体クラスを認識する
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知識転移のアプローチ y

M. Rohrbach, M. Stark, and B. Schiele. Evaluating Knowledge Transfer 
and Zero‐Shot Learning in a Large‐Scale Setting. CVPR, 2011.

• 階層構造の利用
– Inner WordNet nodes model

z

内ノード

g g g ,

– All WordNet nodes model
親ノード
の集合

の識別機

葉ノードの識別機All WordNet nodes model

L f d t iti– Leaf nodes, cost sensitive

階 ト

前提：物体とアトリ
ビュートの関係はgiven

肩にかかってい
るけど積では???

• アトリビュートの利用
階層コスト

ビュ トの関係はgiven
アトリビュート識別機

直 的 利
アトリビュートと葉ノード

の関係を示す指標
• 直接的類似度の利用

37前提：物体間の関係はgiven

の関係を示す指標



実験結果
ト ビ トと物体 物体 係性を から発

M. Rohrbach, M. Stark, and B. Schiele. 
Evaluating Knowledge Transfer and Zero‐Shot 
Learning in a Large‐Scale Setting. CVPR, 2011.

• アトリビュートと物体，物体間の関係性をwebから発見
– 811アトリビュート：WordNetから
– Wikipedia, Yahoo Holynyms, Yahoo Image, Yahoo Snippersp , y y , g , pp

(Yahoo Web)で関係性をマイニング
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まとめ
• CVPR2011における物体・シーン認識のト
レンド（の 部）について紹介したレンド（の一部）について紹介した

• データセットバイアス
デ タセ トのクオリティ評価– データセットのクオリティ評価

– ドメイン適応の重要性

• 転移学習• 転移学習
– ドメイン適応，マルチタスク学習，知識転移
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キーワード
大規模• 大規模 Large scale
– データセットのバイアス
– 実世界を表現するための多様性実世界 表現す 多様性

• 疎表現 Sparse representation
石を投げればsparsenessに当たる– 石を投げればsparsenessに当たる，，，

• 属性 Attribute
– 見慣れない物体の記述
– Zero-shot認識，知識転移
– 物体識別を補助する中間特徴

• 転移学習 Transfer learning
マルチタスク学習 知識転移 ドメイン適合– マルチタスク学習，知識転移，ドメイン適合

• 深い構造 Deep architecture
– Deep learning, feature learning
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少なくとも自分の心構え
論文1本に対して関連論文は50本以上読んでいるか？• 論文1本に対して関連論文は50本以上読んでいるか？
– 研究の価値＝（コンテンツ）×（表現）
– ノンネーティブ：データドリブンアプローチ

• 新たな問題を提起しているか？
– 従来研究から生じる新たな疑問は何か？従来研究から生じる新たな疑問は何か？
– 疑問点を投げかけることで読者にその問題に集中させる．

コントリビュ ションは明確か？• コントリビューションは明確か？
– Our contributions are …と箇条書きに．
– 小さな差分でも自信を持って記述．

本当 ク タ な 究 あ– 本当にインクリメンタルでない研究はあるのか？

• 実験は十分か？実験は十分か？
– 定理の証明のような事実の積み重ね以外の研究は実験による検

証が大切．
– 感覚的には論文の半分は実験．感覚的には論文の半分は実験．
– 査読の体の良い断り方：なかなかいいけど，実験が足りないよ．
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